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1. はじめに

我が国の膨大な社会インフラは、高度経済成長期に数

多く建設され、老朽化の目安とされる建設後50年に到達

し、近い将来一斉に更新時期を迎えることが予見されて

いる。さらに、維持管理に必要な財源の不足、熟練技術

者の退職や生産年齢人口の減少により、専門技術者の不

足も懸念されている。このような社会情勢の中、2012

年12月の中央自動車道の笹子トンネルにおける天井板

崩落事故をきっかけに、橋梁やトンネル等については、

近接目視による5年に1回の定期点検が法律で定められ

た［1］。この法律改正による市町村への負担増大の影響

は大きく、構造物の目視点検の省力化および効率化が求

められている。

　これを実現するための方策として、高度情報技術の活

用が推進されており、特に近年著しく進展している人工

知能(Artifi cial Intelligence：AI )の一手法である深層学習

が注目を集め、実用化に向けた研究開発が日々進んでい

る。国土交通省では、道路橋等の定期点検要領［2］が

2019年2月に改訂され、新技術の活用による点検方法の

効率化が図れるようになり、ドローンなど点検ロボット

の活用も拡がりつつある。橋梁点検にドローンなどを活

用した場合、膨大な数の画像が撮影されることから、撮

影された膨大な画像の処理が課題となる。

　そこで、本研究では、目視点検の省力化および効率化

ならびにドローン等で撮影された画像の効率的処理を目

的に、撮影された画像に対して深層学習によるセグメン

テーション手法を適用し、変状領域の自動抽出を行う手

法について検討を行った。

2. 変状領域の自動抽出

2.1 道路橋の定期点検

　一般道路の道路橋に対する定期点検では、国土交通省

の橋梁定期点検要領[2]で規定された26損傷(表1参照)

が、多くの道路管理者により採用されている。
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　現地での外業は、部位や部材の最小評価単位ごとに変

状（ 損傷)を見つけ、変状の種類ごとに主要な寸法の計

測や写真撮影を行い、状況のスケッチ等を行って損傷状

況を把握する。その後、損傷に関する客観的な事実によ

り設定された区分に基づき分類を行う。内業では、スケッ

チを基にCAD等により損傷図の作成を行い、変状写真や

所見等とともに橋梁単位で点検調書の取りまとめが行わ

れ、健全性の診断や、維持・補修等の計画の検討に利用

する基礎資料として蓄積される。本研究では、これらの

工程のうち、図1に示すスケッチに代わる変状領域の抽

出自動化について検討を行う。

図1　コンクリート橋点検の省力化イメージ

2.2 本研究における対象変状

　橋梁定期点検要領で規定された26損傷のうち、コンク

リートの変状は全部で7種類ある(表1参照)。本研究で

は、この7種類の損傷のうち、「ひびわれ」、「剥離・鉄

筋露出」、「漏水・遊離石灰」に着目して、損傷状況の把

握を行う。損傷状況の把握では、損傷程度の区分(ランク)

に応じて表2に示すように8クラスを設定し、クラスごと

に変状領域をピクセル単位で分類(セグメンテーション)

する。なお、8クラスに設定した理由として、「ひびわれ」

については、撮影距離や比較対象など、画像以外の定量

的情報がないと画像のみからではひび割れ幅は算出でき

ないため、ひび割れの有無のみのクラスとした。また、

学習に用いる画像が少ない「抜け落ち」や、打音などが

必要であり、画像のみからでは判断が困難な「うき」、

床版特有の条件を加味した画像が少なく、「ひびわれ」

と外観が類似する「床版ひびわれ」は対象から除外した。

2.3 変状領域自動抽出の概要

　変状領域の自動抽出は、点検時の変状箇所のスケッチ

に代わるものであり、その出力イメージを図2に示す。

図2　変状領域自動抽出のイメージ

　変状領域の自動抽出では、表2に示す分類クラスごと

に、変状領域をピクセル単位で分類(セグメンテーショ

ン)する。

表2　対象損傷の損傷程度の区分と分類クラスの関係
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3. 変状領域のセグメンテーション

3.1 セグメンテーションの概要

　セグメンテーションとは、画像内の対象とする物体と

背景の領域をピクセル単位でクラスごとに色を変えて塗

り分けし、画像内のどこにどの様な物体が写っているか

を把握する、領域抽出とクラス分類を同時に行うタスク

を意味する。セグメンテーションの手法については、種々

の処理手法があるが、本研究では、以下の2つの処理手

法について検討を行った。
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　手法1：U－Net［3］によるセグメンテーション

　手法2：物体検出とU－Netによるセグメンテーション

　以下にそれぞれの手法の概要を示す。

3.2 U－Netによるセグメンテーション

　U－Netは主に医療分野での活用実績が多いセグメン

テーション手法である。本研究では、図3に示すように

変状ごとに9色(8つの変状＋背景)に色分けを行う。こ

の手法では、同じクラスの変状が隣接する場合、これら

を個別には認識できず、同じ色で色分けされる。

図3　剥離・鉄筋露出dのセグメンテーションイメージ

3.3 物体検出とU－Netによるセグメンテーション

　物体検出手法であるYOLOv3［4］とU－Netを組み合わせ

たセグメンテーションは、図4に示すように、まず物体

検出手法であるYOLOv3を使って変状のクラス分類とそ

の位置を検出する。そして検出された矩形領域に対して、

変状領域と背景の2クラスでセグメンテーションを行う。

3.4 ハイパーパラメータと使用したデータセット

　手法ごとの主要なハイパーパラメータを表3に示す。

これらのハイパーパラメータは事前検討で計算を繰り返

した中で最も精度が高かったときの値を採用している。

表3　手法ごとのハイパーパラメータ
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　本研究で用いるデータセットは、道路橋点検時に撮影

された画像に対して、道路橋点検士有資格者により正解

クラスおよび該当領域のアノテーションを行なって作成

した。セグメンテーションで使用する教師データは、入

力画像xに対して、変状領域をピクセル単位で色付けし

た画像yのペアで構成される。データセットは、各クラ

スのデータの約13%を評価のためのテストデータとし、

教師データ130画像、テストデータ20画像とした。なお、

色付けの際には、対象とする変状領域以外は、背景(黒色)

として色付けを行った。各変状の入力画像と教師画像(正

解画像)の一例を図5に示す。教師画像は、8クラスに色

分けするが、実際には、これに背景を含めた9クラスで

図5　各変状の入力画像と教師画像図4　物体検出とU－Netによるセグメンテーション
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色分けする。1枚の教師画像は、各クラスの変状部分以

外は、背景1クラスのみとしている。なお、画像の前処

理として、入力画像に対する正規化処理、入力画像およ

び教師画像ともに表3に示す画像サイズで処理を行って

いる。また、教師データの数が十分でないことから、デー

タ拡張を行い、元データを5倍に拡張している。

　手法2では、物体検出にYOLOv3を用いているが、物

体検出に使用する教師データは、元画像xと正解クラス

の他に、物体が存在する矩形領域の座標情報(矩形の中

心位置と矩形の幅と高さ)が必要である。そこで、セグ

メンテーションに使用する教師データと同様に各クラス

それぞれ150画像の教師画像を用意した。また、教師画像

とは別に、あらかじめ正解の矩形領域とその領域につい

ての変状の正解クラスを設定した教師データセットの作

成を行った。実際の学習では、データ量が十分でないこ

とから、学習中にランダムに反転処理や回転処理、平行

移動などの水増し処理を行い、データ拡張を行っている。

4. 各手法におけるセグメンテーション結果

4.1 評価指標

　 本 研 究 で の 変 状 領 域 抽 出 に お け る 評 価 は、IoU 

(Intersection over Union )で行った。セグメンテーション

についての評価は、Mean IoUを用いて行われるのが一

般的である。IoUは、式(1 )で表されるオーバーラップ

率で、ピクセル単位の分類予測の正解率(Accuracy )を意

味する。この値が100%であれば、正解領域と予測領域

は完全に一致する。式(1 )中のTP、FP、FNの定義を表4

に示す。個々の画像におけるIoUをクラス毎に平均した

Average IoUを、さらに全クラスで平均した値がMean 

IoUとなる。ただし、本研究では、分類するクラス数が

少ないため、例えば、ひびわれに対する背景のように、

広い面積となる背景についてのIoUが、平均値を算定す

る際に支配的となり、Mean IoUで評価を行うと変状領

域の検出結果の評価が不明瞭となる。そのため、変状ご

とのIoUに着目して評価を行うこととした。

(1)

4.2 セグメンテーション結果

　2手法のセグメンテーション推測画像の一例(それぞれ

の変状について2例ずつ)を図6に示す。これらの図は、

上の段から順に、入力画像、教師(正解)画像、手法1、

手法2の推測画像となっている。教師画像は、入力画像

をもとに変状領域を人間が手作業で塗り分けた図であ

り、これを正解としている。また、2手法のセグメンテー

ションに対するIoUの評価結果を表5に示す。なお、表中

の黄色網掛けは、項目ごとに最大値となっているもので

ある。

表5　セグメンテーションに帯するIoUの評価
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1
U－Net

21.3%
48.7%
53.2%
62.0%
47.1%
40.9%

33.8%

50.0%

44.6%

2
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42.0%
86.6%
72.3%
61.0%
78.4%
72.1%

61.2%

75.8%
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(1 )U－Netによるセグメンテーション結果の考察

　まずは、手法1のU－Netによるセグメンテーションの

結果について考察を行う。手法1の推測画像を見ると、

全体的に変状領域の抽出は概ね行われているが、小さい

領域で背景の部分を変状として誤抽出する場合が多かっ

た。図6の「ひびわれ－2」では、チョークで書かれた文

字を、漏水・遊離石灰dと誤抽出しており、変状の特徴

を十分に学習しきれていないことが分かる。また、「剥離・

表4　分類問題の混同行列の定義

Positive Negative

Positive
(   )

Negative
( )

TP
(True Positive)

FP
(False Positive)

FN
(False Negative)

TN
(True Negative)
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鉄筋露出e－1」や「漏水・遊離石灰ee－1」のように、変状

の種類は検出できているが、領域内で変状の区分を適切

に分類できていないケースが多かった。例えば、剥離・

鉄筋露出であれば、図7に示すように、dランクであって

も部分的にcやeランクと判定されており、dやeであって

も、鉄筋が露出した箇所の周囲はcランクと同様のコン

クリートが剥離した領域がある。また漏水・遊離石灰で

あれば、錆汁によるeランクであっても、錆汁の周囲にc

ランクと同様の漏水や、dランクと同様の遊離石灰の析

出が見られる領域がある。このような経年的な劣化によ

図6　セグメンテーション結果の比較

図7　手法1 (9クラス分類)の誤抽出例
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りクラスが変化する事象では、異なるクラス間で外観上

共通する領域も存在するため、専門技術者でもクラスの

境界の判断に悩むことも多い。しかし、通常の点検業務

においては、連続する領域内で細かな分類を行うことは

なく、一番進行している区分をその領域の区分として評

価を行う。そのため、9クラス分類の出力は、専門技術

者が行う分類とは異なることになる。

(2 )物体検出とU－Netによるセグメンテーション

　表5より、手法2のYOLOv3とU－Netを用いた物体検出

手法ベースのセグメンテーションは、手法1よりも良い

結果となった。この理由は主に2つ考えられる。1つ目は、

最初に物体検出で変状の分類と位置の検出を行い、その

検出された領域に対してのみセグメンテーションを適用

したことである。これにより損傷領域のスパース性が解

消され、背景ノイズが入りにくくなっており、手法1で

課題となった、小さい領域において背景の部分を変状と

誤抽出すること、一つの変状領域内で異なったクラスに

分類してしまうという2つの課題を解決することができ

ている。U－Netは、変状の領域抽出において、多クラス

分類への適用は難しい。YOLOv3を用いて最初に変状箇

所の検出とクラス分類を行い、検出された領域に対して、

変状と背景の2クラス分類することで、領域抽出の精度

向上が図れたものと思われる。

　2つ目は、物体検出およびセグメンテーションにおい

て、それぞれ最良のネットワークモデルを使用したこと

である。この手法は、物体検出とセグメンテーションを

それぞれ個別で学習したモデルを用いて段階的な検出を

行っている。これにより、作業工程が増え手間や時間は

掛かるが、それぞれの段階で、その時点の最良な手法を

用いることができる。

　本研究で使用したYOLOv3での物体検出は、図6の「漏

水・遊離石灰er－2」の事例のように、検出できていない

ケースがあった。YOLOv3は、誤検出は限りなく少ない

が、敏感な検出が不得意であるという特性がある。しか

し、深層学習の分野は、技術革新が速く、物体検出およ

びセグメンテーションの新たな手法が次々に提案されて

いる。特に物体検出では、YOLOv3の改良版である

「YOLOX［5］」やTransformerを採用した「DETR［6］」など

の新しいモデルが提案されている。そのため、これらの

精度の高い新しいモデルを使用することでさらなる精度

の向上が期待できる。今後、このような新しいモデルで

精度の向上が図れる点においても手法2が有効な手法で

あることがわかる。

5. おわりに

　本研究では、コンクリート橋における目視点検の省力

化および効率化を目的に、深層学習によるセグメンテー

ション手法を用いて、変状領域の自動抽出を試みた。さ

らに、実際のコンクリート橋での変状画像を用いた検証

により、手法ごとの特徴や性能を明らかにした。本研究

は、データ数が少ない限られた範囲での検討であるが、

得られた主たる知見は以下の通りである。

1) 深層学習によるセグメンテーション手法を用いるこ

とにより、変状の自動抽出が行えることが確認できた。

2) 手法1のU－Netによるセグメンテーションでは、9ク

ラスの分類を行っているが、1つの変状を同じクラス

に分類して欲しい場合でも別々のクラスで分類する

場合があることが確認できた。

3) 変状領域のセグメンテーションでは、手法2のYOLOv3

で変状の検出を行い、検出された箇所についてU－Net

による2クラスのセグメンテーションを行うことで、

精度の向上が図れ、実際の専門技術者が行う点検に

即した変状領域の検出が実現できた。

　最後に、今後の課題について述べる。本研究は、デー

タが限られた条件での検討であったため、今後は教師

データの充実および多様なテストデータに対する評価・

検証を行うとともに、画像処理の工夫等を図って、検出

の精度を高めていく必要がある。また、今回は、橋梁定

期点検要領における全26損傷のうちの3種類のコンク

リート変状を対象としたが、今後は、鋼部材も含む他の

変状についての展開等について検討を行う予定である。
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